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Datova kvalita a rizeni dat

Datova kvalita: mnoho definic,
obecné mira naplnéni vlastnosti
dat (objektivnich, subjektivnich)

Uplnost = jedna z klicovych
vlastnosti dat, resp. metrik
vykonnosti fizeni dat

Spravné neuplna data: nejsou pro
dany subjekt k dispozici

Chybné netplna data: hodnoty
jsou redlné k dispozici

Jiny ptfipad: Cenzorovana
pozorovani

Pyramida znalosti



Uplnost jako kli¢ova vlastnost dat

¢ Svétova odborna literatura: rozsahlé monografie na toto téma

* Tuzemska odborna literatura: drobné zminky v publikacich zabyvajicich se

statistickou analyzou (Hebak) a data miningem (Berka)

® ...znamena to, Ze nas toto téma netrapi?



Mechanismy vyskytu chybéjicich hodnot

MCAR (Missing Completely at Random) = chybéjici hodnoty maji stejnou
pravdépodobnost vyskytu pro vSechny zaznamy. Zaznamy s chybéjicimi
hodnotami nejsou pfitom nijak odlisSitelné od téch bez chybéjicich hodnot.
MAR (Missing at Random) = pfi¢ina chybéjici hodnoty nezavisi na
promeénné, v ramci niz se vyskytuje. Lze je na zakladé ostatnich
proménnych predikovat.

MNAR (Missing Not at Random) = pficina vyskytu zavisi pouze na
proménné samotné. Konkrétni pri¢inou maze byt napt. fakt, Ze pro dany
zaznam tato proménna nebyla naméfena nebo byla data proménné doplnéna
z externiho zdroje pouze pro ¢ast zaznamu

MBND (Missing By Natural Design) = pri¢inou chybéjici hodnoty je

nemoznost jejiho fyzického méfeni



Testovani MCAR

* Mechanismus vyskytu chybéjicich hodnot urcuje pouzitelné techniky pro jejich
odstranéni (viz dale).

* Pomoci t-testi nebo specidlniho Littleova MCAR testu lze testovat hypotézu,

Ze chybéjici hodnota je MCAR oproti alternativni hypotéze, Ze se jedna o MAR.

* Bez dalsich dodate¢nych informaci nelze testovat hypotézu, ze chybéjici

hodnota je MAR proti alternativni hypotéze, Ze se jedana o NMAR.



Dusledky neuplnych dat

Analytické dasledky:

* Vynechani dat s chybéjicimi pozorovanimi => ztrata informace

* Chybné nahrazeni => zkresleni

Financ¢ni dasledky:

* Nemoznost osloveni klienta, zachranéni v rdmci reten¢niho programu, ...
* Snizeni efektivity pfimych kampani (neni moznost follow-up)

* Chybné ur¢eni hodnoty klienta => chybné nastaveni péce

* Chybna identifikace domacnosti => chybné nastaveni péce

¢ Chybné udaje pozadované regulatorem trhu (AML, t¢etnictvi, ...) => sankce



Imputace

* Obecné pouzivany termin pro doplnéni chybéjicich zaznami o ptijatelné
hodnoty.

* Doplnéni probiha vybérem z jednoho nebo vice kanditatt.

e Vramci SI (Single Imputation) kazda chybéjici hodnota dopliovdna pouze
jednou hodnotou, v ptipadé MI (Multiple Imputation) pro kazdou chybéjici

hodnotu generovano nékolik alternativnich variant.

* Proces MI probiha ve tfech krocich:
e generovani mnoziny m >1 hodnot
e analyza m dil¢ich datovych soubort vytvotenych z ptivodniho datového souboru
s vyuzitim metod pro uplné zaznamy

e kombinace vysledk® m analyz pro volbu dopliiované hodnoty



Hledani klasifikace metod

Co autor, to ruzna klasifikace:

* 1) ignorovani / vynechani zdznamd, 2) odhad parametrt a doplnéni

chybéjicich hodnot, 3) imputing (imputace).
* 1) fizené daty, 2) zaloZené na modelu a 3) zaloZené na strojovém uceni

* metody uceni s uc¢itelem (supervised learning), metody uceni bez ucitele
(unsupervised learning). Uceni s ucitelem dale ¢leni: pravdépodobnostni

algoritmy, rozhodovaci stromy a rozhodovaci pravidla

* Shodav ¢lenéni imputace na SI / MI

* (il: nalézt optimalni klasifikaci zahrnujici vSechny myslitelné metody



edna klasifikace meto

A: Ponechani status quo
e [gnorovani / smazani pozorovani
e Maximalni vyuziti dostupnych dat
B: Databazové techniky
C: Procedury zaloZené na imputaci
* Pfistupy nezalozené na modelu
* Pristupy zalozené na modelu
- Implicitni model
- Faktorialni techniky
- Metody zaloZené na
- Explicitni model
-Parametrické modely

-Neparametrické modely

syntéza pristupt
uvedenych v
odborné literature
+ doplnéni B




A: Ponechani status quo

* V odborné literatute oznacovany jako tradi¢ni zptisob

* Listwise (LD, Listwise Deletion): vynechani vSech pozorovani s chybé&jicimi
hodnotami bez ohledu na to, zda je atribut s chybéjicimi hodnotami v dané
analyze pouZzit.

e Pairwise (PD, Pairwise Deletion): vynechani pouze téch pozorovani, ktera
souviseji s aktualni provadénou analyzou.

* Piekodovani: Jinym zptisobem feSeni je piekodovani chybéjici hodnoty
neutralni kategorii ,nevim®, ,N/A® ,? apod.

* Vzdy vedou ke ztraté informace

* Aplikovatelnost pouze na MCAR.

* aximalni hranici 5% relativni ¢etnosti u dané proménné.

* Standardni soucasti statistickych nastrojt.



B: Databazové techniky

* Join / Merge <= existence primarniho klice

* Lookup do ciselniku

* Fuzzy join / Fuzzy match: neexistence jednoznac¢ného primarniho klice
(zohlednéni priblizné shody fetézct)

* Mozné pouzit pouze u MNAR

» Uspésnost u pfiblizného porovnavani dana pouzitim metody pro porovnavani
fetézcl (porovnavaci kody, miry podobnosti, ...) a charakterem atributt

pouzitych jako primarni kli¢



C1l: Metody nezalozené na modelu

* Nahrazeni jednou hodnotou
e SMI (Sample Mean Imputation)
e Median / modalni kategorie
e Midrange (stfed rozpéti)
e Nevyhoda téchto metod: efekt _Cechové na Ripu“

* Buckova metoda (podminény primeér): doplnéni vice primérnych hodnot
podminénych hodnotami ostatnich proménnych; konzistentni odhady u
MCAR, MAR (za predpokladu otestované nezavislosti)

* Doplnéni vsech ptipustnych hodnot => nahodny vybér bez / s vracenim

* Pro longitudialni data doplnéni predchoziho pozorovani nebo na zakladé
klouzavého priimeéru



C2: Metody zalozené na implicitnim modelu

* Vychazi z implicitnich vztah@ mezi daty, jako je napf. podobnost mezi

jednotlivymi pozorovanimi.

HDSI (Hot Deck Single Imputation) = doplnéni shodné hodnoty, jaka se
vyskytuje u podobnych reprezentanti. Zaznamy rozdéleny do jednotlivych tfid
s vyuzitim technik jako je napft. shlukovani podle nejblizsiho souseda. Spise se
jedna o strategii nez metodu. Znacné subjektivni hodnoceni prislusnosti ke
tfidé. Kombinace HDSI s linearni regresi => linearni kombinace kandidatt.

CDSI (Cold Deck Single Imputation) = vybér kandidatt z jiného datového
zdroje. Data Fusion = CDSI z vice zdrojti soucasné.

k-NNSI (k-Nearest Neighbour Single Imputation) s vyuzitim M-tree
indexu. Spolehlivéjsi alternativa klasického dopliiovani primérem.
Problematicka aplikace na kategoridlni proménné =>subjektivita stanoveni

nejblizsi kategorie.



C2: Metody zalozené na implicitnim modelu

* Faktorialni metody: PCA (Principal Components Analysis) + MCA

(Vicenasobna korespondenc¢ni analyza) - pouze pro optimalizaci jinych metod

DCI (Dynamic Clustering Imputation): fuzzy shlukova analyza. Shluky jsou
deterministicky vytvareny na zakladé mér vzdalenosti okolo instanci

s chybéjicimi hodnotami na zakladé jejich podobnosti, pricemz jedno chybéjici
pozorovani muiiZe byt soucasné obsazeno ve vice shlucich. O 20% lepsi
vysledky nez nedpodminény primeér a regrese.

Priblizné mnoziny (Rough Sets): aproximuji pfesnou mnozinu pomoci
dvojice jinych mnozin pfedstavujicich horni a dolni odhad ptivodni mnoziny.
Zalozena na ocekavani, ze v databazi existuji stejné nebo podobné zaznamy.
Zaznamy v dopliiovaném datovém souboru jsou nejprve rozdéleny podle
hodnot rozhodnuti (tfidy) a poté jsou mezi nimi hledany podobnosti na
zakladé pribliznych mnozin. Az 99% spolehlivost.



Metody zalozené na explicitnim modelu

¢ MRI (Multinomial Regression Imputation): pomoci GLM (i LDA
doporu¢ovanou STALOG), ale zmifiovana i klasicka MNC

¢ MLRI (Multinomial Logistic Regression Imputation): Zobecnéni pro q
tiid predc¢ilo GLM, MMSI (Mean Mode Single Imputation), EM a LD (Listwise)

* Naive Bayes (stabilni vysledky, jeden prichod daty, vhodné pro velké soubory)
+ Bayesovské sité (naro¢né na cas)

* EMSI (Expectation Maximization Single Imputation): po¢ate¢ni nastaveni
parametrti -> modifikace. Lepsi vysledky nez k-NN.

* EMMI (Expectation Maximization Multiple Imputation)

* Support Vector Regression (SVR). V kombinaci s GA zna¢nd naro¢nost na
strojovy Cas. Dobte zafungovala u spojitych proménnych, hife u
kategoridlnich. Funguje tam, kde ostatni (ANN-GA, PCA-ANN-GA) selhavaji!!!



Metody zalozené na explicitnim modelu

Tshilidzi Marwala "Computational Intelligence for Missing Data Imputation,
Estimation, and Management: Knowledge Optimization Techniques”
Information Science Reference. ISBN: 1605663360.

MLP (vicevrstevny perceptron): i nelinearné separabilni tridy
RBF (radialni bazicka funkce) - rychlejsi trénovani, odolnost proti nestac.
vstuptim, v praxi nepatrné lepsi vysledky nez MLP (nesignifikantni)

Vyuziti genetickych algoritmt pro minimalizaci euklid. normy chybové fce
=> kombinace ANN-GA, RBF-GA, ...

Kombinace s PCA => , divoké“ kombinace typu PCA-RBF-GA (konzistentni
vysledky)

Bayesovské neuronové sité (BANN-GA): tvofeny MLP formulovaném na
zakladé Bayesovského pftistupu, kdy jsou chapany jako parametrizovany
regresni model vytvarejici pravdépodobnostni hypotézy o datech a trénovany
s vyuzitim hybridni metody Monte Carlo.

Hybridni sit MLP + RBF: nejspolehlivéjsi



Particle Swarm Optimalization Method

* V praxi pouzita v kombinaci s NN

* Navrzena Kennedym a Eberhartem r. 1995

* Stochasticky evoluc¢ni algoritmus pouzivany v Siroké mife pro optimalizaci

* Zalozena na socio-psychologickych principech inspirujicich se v inteligenci
hejna. Inteligenci hejna tak vytvari kolektivni a individualni znalosti.

* Konkrétni aplikace: nejprve nahodné generovano feseni, nasledné ¢lenové
hejna vstupuji do interakce s ostatnimi a hledaji feseni maximalizujici miru
vhodnosti. Zarover si uchovavaji sdilenou informaci o nejlepsim dosazeném

feseni, které jednotlivec dosud nalezl, ale i kterého bylo dosazeno v ramci

celého hejna. Populace tak postupné konverguje k optimalnimu feseni.



MCMC (Markov Chain Monte Carlo)

* Jadro metod pro generovani pseudonahodnych c¢isel z pravdépodobnostnich

rozdéleni prostfednictvim Markovskych fetézcti.

* Markovsky fetézec = sekvence ndhodnych velicin, u nichz rozdéleni kazdého
elementu zavisi na hodnoté pfedchoziho => hodnota kazdého nahodného

vzorku zavisi na hodnoté vzorku pfedchoziho.
* Gibbsovské samplovani (Gibbs Sampling)
* Metropolis-Hastings algoritmus

* Vyhoda: nizké naroky na vypocetni kapacitu. Pouzitelné pro MI



Metoda propensitniho skore

Pouziva fada SW reseni

Pro imputaci spojité proménné za predpokladu monotonniho vzoru chovani
chybéjicich dat = pokud pro i-té pozorovani j-ta proménna obsahuje chybéjici
hodnotu, pak vS§echny dal$i proménné s vy$sim indexem tohoto pozorovani
obsahuji chybéjici hodnotu téz.

Pro kazdou proménnou obsahujici chybéjici hodnoty kazdému pozorovani
prifazeno tzv. propensitni skore jako odhad pravdépodobnosti, Ze pozorovani
je chybéjici.

Pozorovani jsou poté sloucena podle propensitniho skére do predem daného
poctu skupin (zpravidla 5).

Nasledné je na né uplatnéna ptiblizna Bayesovska bootstrap imputace.



Metody zalozené na stromech

* (4.5 (Ross Quinlan): lepsi vysledky nez Autoclass

* Rozhodovaci strom je pouzit pro klasifikaci intervali chybéjicich hodnot
spojitych proménnych pied pouzitim NN. Rozsifeni NN o C4.5 v obou
pripadech vedlo k zvyseni spolehlivosti o 13%.

* Generovani rozhodovacich pravidel CLIP4 pro jednoduchou imputaci.

e IIA (Incremental Imputation Algorithm) jako aplikaci rozhodovacich
strom( s FAST algoritmem zaloZeném na dvoukrokovém déleni se
zohlednénim globalni role prediktoru na lexikograficky setfidéna pozorovani

(podle ¢etnosti vyskytu chybéjicich hodnot v atributech => postupovano od

&N



Metody zalozené na stromech

* CART pro klasifikac¢ni a regresni stromy na imputaci chybéjicich dat ze senzort

bezdratové sité => oznacen za snadny nastroj rezistentni viic¢i odlehlym poz.

* Forest Climbing spocivajici v konstrukci q riznych klasifika¢nich storm pro
imputaci hodnot g atributti soucasné. Jedna se o ptipad, kdy jsou imputovany
hodnoty proménnych v ramci dvou datovych zdroj@, z nichz v prvnim

obsazeny jsou a vdruhém chybi

* RTII (Robust Tree-based Incremental Imputation) umoznujici dopltiovani
chybéjicich hodnot pomoci klasifika¢nich a regresnich stromfi jak ze
zdrojového souboru (tj. ze souboru obsahujiciho chybéjici data), tak
z externiho ,darcovského“ souboru s vyuzitim techniky AdaBoost (kombinace

vysledka nékolika jednodussich klasifikator)



Metody zalozené na stromech — test vnitrnich
algoritmu pro imputaci

* (C4.5: pravdépodobnostni piistup, kdy po vytvoreni vétveni pomoci kritéria
informac¢niho zisku aplikovaného na tuplné zaznamy ve smyslu metody
Pairwise jsou nasledné chybéjici zaznamy partiSnovany podle vah
predstavujicich pravdépodobnost pfislusnosti k danému listu => v ramci vSech
proménnych s vyjimkou tfidy.

* CN2: trividlni jednoduchou imputaci nejcetnéjsi hodnoty.

* P1i porovnani s 10-NN oba vnitini algoritmy pohotely



Implementace v nastrojich

Komerc¢ni nastroje

e SAS Enterprise Miner : node Impute (stromy, pramér, median)

e SAS/STAT: PROC MI (EM, MCMC, regrese, diskriminac¢ni analyza, logreg,
propensitni skore), PROC MIANALYZE

e SOLAS: Propensitni skore, hot deck, podminény primeér, diskriminacni
analyza, MNC regrese, skupinové priiméry, LVCF (Last Value Carried
Forward)

Nekomerc¢ni nastroje
e MICE (Multiple Imputation by Chained Equations)
 knihovna pro nastroje R nebo S-Plus
- samostatna instalace WinMICE.

» podminény primeér, regrese, diskriminac¢ni analyza a MCMC, vlastni
imputacni funkce



Stavajici benchmarky — priklad 1

* Celkem 7 datovych souborti o rizném poctu zaznamt, rizném poctu
proménnych rtiznych typti, pfi rizné mife zastoupeni booleovskych atributti,
nahodné generovani chybéjicich zaznami

* Metody ze ¢tyt skupin:

e pravdépodobnostni algoritmy (zastupcem byl zvolen Naive Bayes)
e rozhodovaci stromy (zastupcem je C4.5)
e rozhodovaci pravidla (zastupcem je CLIP4)
e metody uceni bez ucitele (doplnéni primeérem, hot deck)
* Metodika:
e ndhodné generuje chybéjici hodnoty od relativni ¢etnosti 5% az po 50%
e metody porovnavany na zakladé srovnani ptivodnich a doplnénych hodnot

° Zavéry:

e ambiciozni zamér poskytnout strategie pro pouziti jednotlivych metod na
konkrétni data.
e nékteré zavéry spise trivialnim ovéteni zfejmych vlastnosti metod
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Stavajici benchmarky — priklad 2
* Metody:
e MLR (Multinomial Logistic Regression) zobecnénou na ¢ tf'id
o LD (Listwise Deletion)
e MMSI (Mean Mode Single Imputation)
e MNC regrese
e EM algoritmus.
* Data: International Software Benchmarking Standards Group.
* Metodika: podobna jako u predchoziho uvedeného
o Zavéry:
e Efektivnost LD a MMSI pti malém poctu chybéjicich hodnot (do 10%). Pri
vyss$i mife netplnosti dat byly tyto metody vyhodnoceny jako nevhodné.
e Pouziti algoritmu EM se ukazalo jako velmi stabilni i pti 30% mifte vyskytu
chybéjicich hodnot.

o MNC regrese a MLR pii 10% mife vykazovaly podobné vysledky jako ostatni
algoritmy, pfi vétSim poctu chybéjicich hodnot jiz ostatni ve spolehlivosti
predstihly. Pii mife netplnosti dat okolo 30% jiz vykazovala nejvyssi
spolehlivost MLR.



Key Learnings

Existuje fada metod, neexistuje vsak jejich obsahlejsi srovnani
Zavéry autort dil¢ich benchmarkt mohou byt ovlivnény konkrétnimi daty

Komplexni benchmark ve stylu STALOG nebo METAL zcela chybi

Je vhodné odlisovat benchmarky pro jednotlivé typy mechanismi vyskytu

chybéjicich hodnot (MAR, MCAR, ...)

V ptipadé MAR bude vhodnost pouziti metod podobna vhodnosti pouziti

téchto metod pro predikci obecné
Vyzvou jsou dalsi varianty strategie Hot deck / Cold deck

Vyzvou jsou kombinace raznych metod (viz Marwala)



Navrh komplexniho benchmarku

* Kdispozici uplna datova matice obsahujici kategoridlni nominalni, ordinalni a
spojité proménné z riaznych predmétnych oblasti (data klientd, adres,
kontaktd, produktti, objektti jako napft. vozidlo, ... ale i ze zcela jinych domén
jako jsou medicinska a meteorologicka data, data Google, NASA, ...)

* Vytvorena sada modeltt kombinujici rizné typy vysvétlujicich a vysvétlovanych
proménnych => algoritmus pro vybér moznych modela s vyuzitim chi-kvadrat,
entropie, informac¢niho zisku => mira vhodnosti algoritmu + potenciadlni
spolehlivost modelu (porovnavana se spolehlivosti pifi nasledné imputaci)

* Pozorovany vliv:

e Vliv zvySujiciho se poc¢tu chybéjicich hodnot
e Vliv velikosti datového souboru

e Vliv poc¢tu chybéjicich hodnot v ramci vice atributii soucasné



Postup benchmarku pro MAR

* Na uplnych datech vytvorena sada modeld, pficemz je hledan nejvhodnéjsi
deskriptivni / prediktivni model pro dany typ dat => referenc¢ni mira

spolehlivosti (horni mez)

* Pomoci nahodného vybéru generovan rtizny pocet chybéjicich hodnot

(ndhodny vybér ID zdznamu, ndhodny vybér atributu)
* Prepocteni referenc¢niho modelu => dolni mez spolehlivosti
* Aplikace metod pro imputaci
* Porovnani aspésnosti dané metody na zakladé matice zamén
* Prepocteni referen¢niho modelu

* Porovnani uspésnosti dané metody na zakladé ptirtstku spolehlivosti

referenc¢niho modelu oproti dolni a horni mezi



Pouzity software

* Priprava dat + nahodné generovani missing hodnot: makro s vyuzitim SAS

BASE (funkce pro generovani nahodnych ¢isel nebo PROC SURVEYSELECT)

* SAS STAT: (regrese PROC MI pro propensitni skore, PCA, diskriminacni

analyza, ... obecné statistické procedury)
* SAS Enterprise Miner (stromy, NN)
* NN svyuzitim GA: ??7?



Ocekavané problémy benchmarku + realné
aplikace vysledku

* Nejsou k dispozici rozsahla realna data o klientech ptipadné je nelze pouzit,
pouze charakteristiky => nutnost vyvinout algoritmus rekonstruujici populaci

na zakladé jejich znamych charakteristik

* Vétsina realnych datovych souborti nebude MAR => online dopliiovani ¢asto

neptipada v uvahu. Pozn: Pozor, datova kvalita = dodatec¢na informace



Postup — meél by byt GANT

* Teoreticka ptiprava - DONE
* Priprava hodnoticich kritérii - DONE
* Kompletace datovych zdrojti - DONE
* Priprava algoritm
e pro generovani populace
e pro nahodné generovani chyb
e pro urceni potencialni spolehlivosti
* Priprava hodnoticiho dashboardu benchmarku
* Postupné zacleniovani metod



Prezentace vysledku vyzkumu

Data Quality CZ - portal vénujici se tématu kvalitnich dat

Zakladni informace | Topic mapa | Odkazy na zdroje | Vizkum | Clédnky | Slovnik poimi | Mastroje | O autorowi

Zakladni informace o datové kvalité Aktuality

) . TDWI World Conference Series -

Uvod do problematiky Chicago (6. - 10.6.2011)

[25.1.2011] D. Pejtoch Pro ty, pro né# cesta do Chicaga
) ) ) _ _ o neni problém, predstavuje tato

Problematika kvality dat (angl. Data Quality] a na ni navazujici problematika kvality informaci konference nabidku cca 40 kurzd na

{angl. Information Quality) se zejména s ohledem na enormni nartst objemu zpracovavanych dat téma Business Intelligence, Data

Warehousing, Fadu prezentaci (vi.
Dave Wellse a Laury Reeves) mimo
. o _ _ jinég téZ na téma fizeni dat jako
novych zakaznikd. S5 rostoucim uvédoménim si dulezitosti vlastnich dat se role kvality dat aktiv. ... (vice zde)

posunula od pfednosti k nutnosti. Ten, kdo diky duplicitnim z3znamdm v
frustruje své zakazniky opakovanym oslovovanim v marketingovych kampani
dfive & pozdéji pfijde. Ten, kdo zasild svym zikaznikim permanentné chybr
dopadne stejné.

ve firmach dostala v poslednim desetileti do popfedi zajmu. Firmy nejprve pochopily, Ze data pro
né& v informacni dobé znamenaji velice cenné aktivum, Géinnou zbraf v boji o udrZeni a ziskani

Vyzkum

Benchmarky metod

» Metody pro porovnavani fetézcl

» Metody pro doplfiovani chybéjicich pozorovani
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Zdroje k metodam pro reseni neuplnych dat

* Vypis celkem 35 zdrojt:
» PEJCOCH, D. Metody reseni problematiky netplnych dat[online]. 2011-01-13
Piednaska ¢. 4 v ramci Data Quality Tutorial. Dostupné pod odkazem:

Velmi rozsahlé publikace:

* Tshilidzi Marwala "Computational Intelligence for Missing Data Imputation,
Estimation, and Management: Knowledge Optimization Techniques”
Information Science Reference. ISBN: 1605663360.

e Tan M, Tian GL and Ng KW (2008). Bayesian Missing Data Problems: EM,
Data Augmentation and Non-iterative Computation. Chapman & Hall/CRC
(Monographs on Statistics and Applied Probability), Boca Raton, USA.
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